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RESUMO – O reconhecimento facial está cada vez mais sendo usado em aplicações 
comerciais em diversos cenários, e usa a biometria 2D ou 3D do rosto para identificar as 
pessoas. Neste trabalho é proposta uma metodologia utilizando rede neural 
multientrada para realizar o reconhecimento facial de indivíduos a partir das 
características 3D extraídas de imagens frontais. Para a extração das características 3D 
as imagens foram inicialmente submetidas à rede pix2vertex para realizar a 
reconstrução 3D da geometria facial de cada indivíduo. Após a reconstrução 3D foram 
extraídos 275 pontos, contendo as seguintes informações: coordenadas x, y e z, e os 
descritores de pontos chave do algoritmo SIFT (Scale Invariant Feature Transform). E por 
fim, essas informações são processadas em uma rede neural artificial de múltiplas 
entradas para a previsão da classificação de cada indivíduo. A avaliação dos resultados 
mostra que a rede foi capaz de classificar corretamente os indivíduos com uma precisão 
de 95,79% no conjunto de validação. 
Palavras-chave: Reconhecimento facial; pix2vertex; SIFT. 
 
 
ABSTRACT – Facial recognition is increasingly being used in commercial applications in a 
variety of scenarios, and uses 2D or 3D biometrics of the face to identify people. We 
propose a methodology using multi input neural network to perform facial recognition 
of the individuals from the 3D features extracted from frontal images. For 3D features 
extraction the images were at first submitted to the pix2vertex network in order to 
perform 3D reconstruction of the facial geometry of each individual. After the 3D 
reconstruction 275 points were extracted, to each point there are x, y and z coordinates, 
and the SIFT descriptor. Finally, this information is processed in a multiple-input artificial 
neural network to predict the classification of each individual. Evaluation of the results 
shows that the network was able to correctly classify individuals with an accuracy of 
95.79% in the validation set. 
Keywords: Facial recognition; pix2vertex; SIFT  
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1. INTRODUÇÃO 
O reconhecimento facial é um dos campos de pesquisa mais dinâmicos da visão computacional e do 

reconhecimento de padrões, com muitas aplicações práticas e comerciais, incluindo identificação, controle 
de acesso, análise forense e interações homem-computador (Adjabi et al., 2020).  

Além de aplicações comerciais, o reconhecimento facial pode ser usado em diversos cenários, 
como vigilância, marketing, contagem de números de pessoas em ambientes com classificação por 
características como idade ou sexo, portas interativas, entre outros. Um sistema de reconhecimento facial 
usa biometria para mapear recursos faciais de uma fotografia ou vídeo. As informações são comparadas 
com um banco de dados de rostos conhecidos para encontrar uma correspondência (Symanovich,  2023).  

Embora as pesquisas de reconhecimento facial 2D tenha feito progressos significativos nos últimos 
anos, a precisão ainda depende muito das condições de luz e poses humana. As técnicas utilizadas ainda 
são desafiadas pelas limitações intrínsecas das imagens 2D, devido às variações de iluminação, pose e 
expressão, oclusão, disfarces, atrasos de tempo e qualidade da imagem (Jing; Lu; Gao, 2023). 

A rápida evolução dos sensores 3D revela um novo caminho para o reconhecimento facial, que 
pode superar as limitações fundamentais das tecnologias 2D. Em comparação com as imagens 2D, as faces 
3D contêm informações geométricas mais ricas, que podem fornecer mais características de discriminação 
e ajudar os sistemas de reconhecimento de faces a superar os defeitos e as desvantagens inerentes ao 
reconhecimento de faces 2D, como expressão facial, oclusão e variação de pose (Jing; Lu; Gao, 2023). 

O reconhecimento de faces 3D vem incentivando cada vez mais as pesquisas em torno dos 
problemas envolvendo esse tipo de solução. Um exemplo disso está na indústria que está buscando mais 
confiabilidade no reconhecimento facial, como por exemplo, a empresa Apple com a tecnologia Face ID 
(APPLE, 2020), que segundo a empresa, garante autenticação intuitiva e segura, ativada pelo sistema de 
câmera TrueDepth de última geração que mapeia a geometria do rosto. O TrueDepth é um conjunto de 
sensores que são usados no iPhone e iPad Pro, capazes de criar modelos tridimensionais do rosto do 
usuário a partir da câmera de selfie dos dispositivos. 

A alternativa de utilizar dados 3D vem sendo aplicada cada vez mais na área de reconhecimento 
facial, que com apenas algumas fotografias, é possível modelar a face de um indivíduo (Leal, 2017). 

Segundo Adjabi et al., (2020), as abordagens 2D atingiram um certo grau de maturidade e 
registaram excelentes taxas de reconhecimento, apesar desse desempenho ser obtido em ambientes onde 
os parâmetros de aquisição são controlados, como a iluminação, o ângulo de visão e a distância entre a 
câmara e o sujeito. No entanto, se as condições ambientais (por exemplo, iluminação) ou a aparência facial 
(por exemplo, pose ou expressão facial) mudarem, este desempenho diminui drasticamente. As 
abordagens 3D foram propostas como uma solução alternativa para esses problemas, em que a vantagem 
reside na invariância às condições de pose e iluminação.  

Este trabalho tem como contribuição utilizar técnicas de visão computacional e inteligência artificial 
para realizar o reconhecimento facial de indivíduos a partir de dados 3D (coordenadas x, y e z) e dados 2D 
(descritores SIFT) extraídos de imagens. Para o reconhecimento facial foi utilizada uma rede neural de 
múltiplas entradas, buscando o maior número de acerto possível. 

Após esta seção introdutória, o trabalho está organizado da seguinte maneira. Na Seção 2 são 
apresentados os conceitos que fundamentam a base teórica para este trabalho. Na Seção 3 é detalhado 
todo o processo desenvolvido, contemplando o funcionamento do método proposto e treinamento. Na 
Seção 4 são apresentados a avaliação e discussão dos resultados, incluindo um experimento com a rede 
neural treinada. Por fim, na Seção 5 encontram-se as considerações finais. 
 
2. CONCEITOS FUNDAMENTAIS  

Nesta seção é apresentada a fundamentação teórica a respeito dos métodos utilizados para o 
desenvolvimento deste trabalho. Inicialmente, são apresentadas as técnicas para aumento de dados, 
aplicadas para amenizar o problema de quantidade de dados limitada, na sequência o método LBF (Local 
Binary Features) usado para definir a região de recorte na imagem, seguido pelo modelo pix2vertex usado 
para a reconstrução da malha facial 3D. Na sequência encontra-se a solução MediaPipe Face Mesh que 
realiza a detecção de pontos de referência facial, seguido do algoritmo SIFT (Scale Invariant Feature 
Transform) que foi utilizado para a obtenção dos descritores de pontos chave nas imagens 2D, e por fim, as 
funções de ativação ReLU e Softmax utilizadas na rede neural deste trabalho que foi construída com a 
biblioteca Tensorflow.  
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2.1. Aumento de dados 
O aumento de dados é uma metodologia que permite superar a quantidade e diversidade de dados 

limitada, através da geração de novos dados com os originais já existentes (Tatar; Haghighi; Zeinijahromi, 
2025). 

No caso para imagens, esses novos dados podem ser criados por meio de diversas técnicas, sendo 
as mais populares affine transformation e modificações de cor. Com affine transformation tem-se as 
técnicas: rotação, espelhamento, escala (zoom in/out) e cisalhamento. Já como modificações de cor tem-
se: alterações no contraste, equalização de histograma, equilíbrio de branco (white balance) e nitidez 
(sharpen) (Mikołajczyk; Grochowski, 2018). 

Neste trabalho foram escolhidas as técnicas para aumento de dados de rotação e alteração de 
brilho de imagem. 

 
2.2. LBF 

O LBF (Local Binary Features) é um método usado para detecção de pontos chave, onde as 
características locais binárias são geradas a partir de uma função de mapeamento de características (Ren et 
al., 2014).  

Essa função de mapeamento é composta por um conjunto de funções de mapeamento de 
características locais altamente discriminativas que podem ser aprendidas de forma independente por 
meio de treinamento com regressões lineares (Ren et al., 2014). 

A quantidade de pontos detectados é determinada pelo número de funções de mapeamento de 
características locais, onde cada ponto possui função de mapeamento local. 

O conjunto de funções de mapeamento de características locais pode ser descrito como 

        
    

         
   onde L é o número de pontos. 

A matriz de regressão linear    é produzida por meio de regressões lineares sobre as 
características locais binárias retornadas pelas funções de mapeamento.  

O processo de treinamento (Ren et al., 2014) para aprender as características binárias locais é dado 
por uma somatória, onde i são as interações sobre todas as amostras de treinamento, πl extrai dois 

elementos do vetor   ̂  e      ̂ 
  é a distância 2D do 1º ponto de referência na i-ésima amostra. Todo esse 

treinamento para aprender a mapear as características binárias locais    é representado pela Equação 1. 
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2.3. Pix2vertex 

O pix2vertex (Sela; Richardson; Kimmel, 2017) é uma solução que permite a reconstrução irrestrita 
da geometria facial com a utilização de apenas uma imagem de entrada, através de tradução image-to-
image, obtendo como saída uma representação geométrica da face composta por dois itens, sendo estes o 
mapa de profundidade e o mapa de correspondência. O mapa de correspondência permite mapear os 
pixels da imagem para pontos em um template de modelo facial, fornecido como uma malha triangulada. 

Para possibilitar o cálculo para qualquer geometria facial é usado um modelo facial de referência 
normalizada apresentado na Figura 1. Cada pixel do mapa de correspondência recebe a cor de um vértice 
3D do modelo facial de referência, possibilitando mapear a face na imagem de entrada para o modelo de 
referência por meio do mapa de correspondência. 

 
Figura 1. Modelo facial de referência. 

 
Fonte: (Sela; Richardson; Kimmel, 2017). 
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Com base na imagem de profundidade e no mapa de correspondência, obtém-se uma 
representação, que através de deformação iterativo-elástico seguido por um refinamento de detalhes, é 
convertida em 3D na forma de uma malha facial precisa (Sela; Richardson; Kimmel, 2017).  

Essa técnica é útil para vários aplicativos de processamento facial dinâmico, como facial rigs 
(Danieau et al., 2019), que são faces manipuláveis ou animadas, que permitem a criação e edição de 
animações fotorealistas (Sela; Richardson; Kimmel, 2017). 

 
2.3. MediaPipe Face Mesh 

A solução MediaPipe Face Mesh (Mediapipe, 2022) possibilita, com apenas uma câmera, a 
estimativa de 468 pontos de referência facial 3D mostrados na Figura 2. Essa solução é otimizada e 
possibilita execução em tempo real até mesmo em aparelhos móveis, sem a necessidade de utilizar 
qualquer tipo de sensor de profundidade, como por exemplo, câmeras ToF (Time of Flight) (Wübbenhorst; 
Wermke; Meffert, 2020), LiDAR (Light Detection And Ranging) (Zalevsky et al., 2021), Kinect (Zhang, 2012), 
entre outros. 

 
Figura 2. Exemplo de estimativa de 468 pontos de referência facial 3D. 

 
Fonte: Os autores. 

 
Face Mesh possui foco principalmente voltado para aplicações envolvendo realidade aumentada, 

que faz a predição do rosto no espaço 3D através de estimativa usando os pontos de referência do rosto e 
suas coordenadas na tela. 

Os dados geométricos da face consistem em primitivas 3D comuns, como matriz de transformação 
de pose de face e malha de face triangular. 

Após a predição, é feito um refinamento para tratar o problema de registro rígido entre diferentes 
formas de entrada, representadas por correspondências de pontos, conhecido na estatística e literatura de 
análise de forma como Análise de Procrustes (Pizarro; Bartoli, 2011), a fim de tornar a solução mais robusta 
(Mediapipe, 2022). 

 
2.4. SIFT 

O algoritmo SIFT (Scale Invariant Feature Transform) é um método muito eficiente para identificar e 
descrever pontos chave em imagens, resultando em um vetor com 128 valores, descrevendo cada ponto 

chave da imagem. Adicionalmente, o algoritmo SIFT fornece a posição x, y, escala s e orientação   para 
todos os pontos chave (Lowe, 2004). 

O algoritmo pode ser dividido em duas partes, o detector e o descritor. O detector baseia-se em 
cálculos de diferença de filtros Gaussianos, enquanto o descritor utiliza-se de histogramas de gradientes 
orientados para descrever a vizinhança local dos pontos de interesse. Seu funcionamento pode ser 
subdividido em quatro etapas principais, sendo que as duas primeiras se referem a parte do detector dos 
pontos chave, e as duas últimas ao descritor.  

A primeira etapa, detecção de extremos no espaço escala, busca pontos que são invariáveis à 
escala e orientação ao se utilizar de diferença de filtros Gaussianos. O espaço escala de uma imagem pode 
ser definido pela Equação 2, onde G(x, y, σ) representa uma convolução de uma Gaussiana de escala 
variável e I(x, y) representa a imagem de entrada (Koenderink, 1984; Lindeberg, 1994). A gaussiana G(x, y, 
σ) pode ser definida pela Equação 3. 

 (     )   (     )   (   )                                          (2) 

 (     )   
 

    
  (     )                                          (3) 
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Para a detecção de pontos chave estáveis no espaço escala, em (Lowe, 1999) é sugerido o uso de 
extremos do espaço escala com o uso de uma função de diferença de gaussianas (DoG) (Lowe, 1999), que é 
calculada pela Equação 4, onde k é uma constante multiplicadora (Mikołajczyk; Schmid, 2005). 

 (     )  ( (      )   (     ))   (   )                  (4) 
Na segunda etapa, localização de pontos chave, a partir de D(x, y, σ), o algoritmo percorre áreas nas 

quais foram detectados extremos (máximos e mínimos), e detecta pontos chave comparando cada pixel 
com seus oito vizinhos da escala atual e nove vizinhos das escalas superior e inferior, totalizando 26 
vizinhos. O SIFT garante que os pontos chave são localizados em regiões e escalas com alta variação, o que 
os torna estáveis para caracterizar a imagem (Lowe, 2004). 

A etapa que determina a orientação utiliza o gradiente local da imagem para determinar uma ou 
mais orientações para cada ponto chave, onde são utilizados para prover a invariância em orientação, 
escala e localização. A magnitude do gradiente pode ser calculada pela Equação 5. 

 (   )   √                                          (5) 

onde x = L(x + 1, y)  L(x  1, y) e y = L(x, y + 1)  L(x, y  1). A orientação (x,y) é calculada pela Equação 
6. 

 (   )         (
  

  
)                                   (6) 

A última etapa do algoritmo é a descrição dos pontos chave. Nessa etapa é calculado um descritor 
para cada região da imagem local, que é distinta e invariante a variações adicionais, tais como mudanças na 
iluminação ou ponto de vista 3D. Na Figura 3 é apresentado um exemplo de imagem contendo os pontos 
chave detectados e descritos pelo algoritmo SIFT. 

 
Figura 3. Pontos chave detectados e descritos pelo algoritmo SIFT. 

 
 
Fonte: Os autores. 

 
2.5. ReLU 

ReLU (Rectified Linear Unit) é uma função de ativação usada em redes neurais utilizada em diversos 
trabalhos (Araújo et al., 2017; Szegedy et al., 2017), e pode possibilitar um maior número de camadas 
ocultas, ao contrário da função logística (Hu et al., 2019). 

A definição da função de ativação ReLU é dada pela Equação 7 e representada pela Figura 4. 
 ( )     (   )                             (7) 

 
 

Figura 4. Função de ativação ReLU (HE et al., 2015). 

 
Fonte: (He et al., 2015). 
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2.6. Softmax 
A função Softmax (Chollet et al., 2023) realiza a conversão de uma lista de valores (neurônios da 

camada) em uma distribuição de probabilidade. Cada elemento da lista é convertido no intervalo de zero a 
um. A função é representada pela Equação 8.  

        (  )  
   (  )

∑   
       (  )

                                    (8) 

Essa conversão pode ser feita em cada um dos elementos da lista, calculando-se o expoente de 
cada elemento dividido pela soma dos expoentes de todos os elementos (Jones et al., 2001). Ao final é 
obtida uma probabilidade para cada índice da lista. 
 
3. MÉTODO PROPOSTO 

Nesta seção é descrito o funcionamento do método proposto, sendo dividido em quatro etapas. As 
etapas são: criação do dataset de imagens utilizado, funcionamento do método proposto, treinamento e 
avaliação dos resultados, e um experimento realizado com os pesos da rede já treinada. 
 
3.1. Dataset de imagens 

O dataset utilizado neste trabalho foi produzido a partir do banco de imagens FEI Face Database 
(Thomaz, 2006). Um banco de dados facial brasileiro constituído de 14 imagens para cada um dos 200 
indivíduos existentes. Na Figura 5 é mostrado um exemplo de imagens de um indivíduo. As imagens 
possuem resolução de 640x480 pixels e foram capturadas a partir de uma câmera em posição fixa. Esse 
banco de imagens está disponível em Thomaz (2006).  

Inicialmente, antes da montagem do dataset usado no treinamento da rede, o banco de imagens 
original foi separado em dois grupos, sendo um para o treinamento e validação com 198 indivíduos e o 
outro para o experimento da rede com dois indivíduos. 

 
Figura 5. Exemplo de imagens de um indivíduo do FEI Face Database (Thomaz, 2006), demonstrando as 
diferentes variações do mesmo. 

 
Fonte: (Thomaz, 2006). 

 
Na montagem do dataset usado neste trabalho foram selecionadas quatro imagens frontais de 

cada um dos 198 indivíduos do FEI Face Database (Thomaz, 2006). A Figura 6 contém um exemplo das 
quatro imagens selecionadas, e dentre essas imagens, uma foi separada aleatoriamente para compor 
conjunto de validação da rede. 

 
Figura 6. Exemplo das quatro imagens frontais selecionadas de um indivíduo do FEI Face Database. 

 
Fonte: (Thomaz, 2006). 

 
Após essa separação, cada uma das quatro imagens foi submetida separadamente ao aumento de 

dados, originando 81 imagens para treinamento e 27 para validação. 
O aumento de dados se dá na seguinte forma, para cada uma das quatro imagens originais obtém-

se 27 imagens (original mais 26 variações) através da seguinte ordem de operações. A partir de uma 
imagem, produz-se oito novas imagens com rotações (total de nove considerando a original). Em seguida, a 
partir de cada uma das nove imagens tem-se a geração de duas novas imagens, com brilho aumentado e 
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reduzido (total de três imagens considerando a imagem original), gerando assim 27 imagens. Na Figura 7 é 
mostrado o processo simplificado, contendo a distribuição dos dados entre os conjuntos para treinamento 
e validação. 

 
Figura 7. Representação do aumento de dados e separação dos conjuntos de treinamento e validação. 

 
Fonte: Os autores. 

 
As técnicas de aumento de dados usadas para obter variações das quatro imagens originais foram: 

rotação de -4 a 4 graus (de 1 em 1 grau) e redução e aumento de brilho. Na Figura 8 são mostradas as 
imagens obtidas a partir das rotações, contendo o ângulo utilizado na rotação escrito na parte superior 
direita em vermelho de cada imagem. 

 
Figura 8. Exemplo de imagens de uma face rotacionada de -4 a 4 graus. 

 
Fonte: Os autores. 

 
Para cada umas das imagens geradas a partir do aumento de dados, foram obtidas as seguintes 

informações: coordenadas x, y e z, descritores SIFT e a classe à qual a imagem pertence (representando 
cada indivíduo). Essas informações são armazenadas durante o processo de extração separadamente em 
duas listas. Na primeira lista foram armazenadas as informações contidas nas 81 imagens de cada indivíduo 
(três imagens originais e imagens geradas com o aumento de dados) selecionadas para treinamento. Na 
segunda lista foram armazenadas as informações contidas nas 27 imagens selecionadas para validação 
(uma imagem original e imagens geradas com o aumento de dados). 

Na sequência, as listas foram armazenadas separadamente em dois arquivos NPY (NumPy). O 
propósito de armazenar as informações extraídas em arquivos (“descritores”, “xy”, “z” e “classe”) é 
permitir reconstruir as listas, posteriormente, contendo os dados já processados e separados nos conjuntos 
de treinamento e validação em qualquer computador. Dessa forma, evita ter que refazer o processamento 
do conjunto inteiro toda vez que o modelo proposto tiver que ser submetido à fase de treinamento e 
validação. A estrutura dos dois arquivos é apresentada na Figura 9. 

 

Imagem 1 

Imagem 2 

Imagem 3 

Imagem 4 

27 variações 

27 variações 

27 variações 

27 variações 

Treino 

Treino 

Treino 

Validação 

81 

27 
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Figura 9. Representação da estrutura do arquivo utilizado para armazenar os dados (“descritores”, “xy”, “z” 
e “classe”) das imagens pertencente a cada indivíduo do treinamento e validação da rede neural de 
múltipla entrada. 
 

 
Fonte: Os autores. 

 
3.1. Funcionamento do método proposto 

O método proposto foi dividido em oito etapas principais, sendo elas a detecção do rosto, detecção 
de 68 pontos de referência com o LBF (Ren et al., 2014), recorte da face, reconstrução 3D com o uso do 
pix2vertex (Sela; Richardson; Kimmel, 2017), detecção dos 275 pontos de referência da imagem recortada 
com o FaceMesh (Mediapipe, 2022), extração dos descritores SIFT (Lowe, 2004) dos 275 pontos de 
referência, normalização dos dados e submissão à rede de múltipla entrada. O fluxograma de 
funcionamento do método proposto é mostrado na Figura 10.  

 
Figura 10. Fluxograma de funcionamento do método proposto. 

 
Fonte: Os autores. 

 
O método proposto tem como objetivo realizar a classificação correta dos indivíduos com o uso das 

seguintes informações: descritores SIFT e coordenadas x, y e z. 
Inicialmente, foi realizada a leitura das imagens para a detecção das faces com uso do classificador 

em cascata proposto por Viola e Jones (Viola; Jones, 2001), como mostrado na Figura 11. 
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Figura 11. Exemplo de face detectada com o uso do método de Viola e Jones (VIOLA; JONES, 2001). 

 
Fonte: Os autores. 

 
Na sequência, a partir da região demarcada pelo retângulo entorno da face detectada, foi utilizado 

o algoritmo LBF (Ren et al., 2014) para detecção de 68 pontos (marcações faciais). Quatro desses pontos, os 
localizados nas extremidades (esquerda, direita, cima e baixo), foram usados para a fase de recorte da face. 
Os 68 pontos são mostrados na Figura 12. 

 
Figura 12. Exemplo de detecção das 68 marcações faciais. 

 
Fonte: Os autores. 

 
Neste trabalho foi utilizado um modelo LBF (Ren et al., 2014) já treinado para a detecção de 

marcações faciais, e por isso os quatro pontos externos são localizados dentre os 68 para a definição da 
região mínima, esse modelo já treinado está disponível em (Kurnianggoro; Passalacqua, 2020). 

Com base nos 68 pontos detectados (Figura 12), os quatro pontos mais externos foram usados para 
definir a região de interesse na forma de um novo retângulo. Para esse novo retângulo têm-se o x inicial 
definido pela Equação 9, y inicial é definido pela Equação 10 e altura e largura sendo definidos pelas 
Equações 11 e 12. 

                 (              )                                   (9) 
                                                                    (10) 

        (             )                                             (11) 
          (             )                                            (12) 

   Após o retângulo ter sido definido é calculada a diferença entre altura e largura, em seguida a 
menor dimensão é completada com um preenchimento para que a altura e largura sejam iguais, formando 
assim um novo quadrado. Em seguida o novo quadrado é redimensionado para dimensão de 512x512 
pixels, e a imagem é recortada com essa dimensão, que é a dimensão aceita na entrada da rede pix2vertex 
(Sela; Richardson; Kimmel, 2017). 

Após o redimensionamento e recorte, a imagem é submetida a rede neural pix2vertex (Sela; 
Richardson; Kimmel, 2017), retornando assim um mapa correspondência e um mapa de profundidade para 
a reconstrução 3D. A imagem de entrada e as imagens de saída são representadas na Figura 13 e a 
reconstrução 3D na Figura 14. 
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Figura 13. Exemplo de entrada, mapa de correspondência e profundidade. 

 
Fonte: Os autores. 

 
Figura 14. Exemplo de reconstrução 3D. 

 
Fonte: Os autores. 

 
Após a execução do pix2vertex, a imagem recortada é processada pelo Face Mesh (Mediapipe, 

2022), retornando assim 468 pontos de interesse (Figura 2). São selecionados apenas 275 pontos mais 
relevantes, contidos dentro da região de interesse, a fim de reduzir o número de dados que serão 
necessários na entrada da rede. Esses pontos são representados na Figura 15.  

 
Figura 15. Exemplo dos 275 pontos selecionados. 

 
Fonte: Os autores. 

 
Os 275 pontos foram escolhidos visando as regiões que contêm características que fazem parte da 

composição de uma face, sendo elas olhos, nariz, boca e alguns pontos espalhados entre o nariz e as 
orelhas. Essas características são as mais discrepantes entre os indivíduos. 

A partir dos 275 pontos selecionados, foi utilizada apenas a segunda parte do algoritmo SIFT 
(descrição dos pontos chave detectados), para a extração dos descritores de cada ponto. 

A normalização dos descritores, coordenadas x, y e z fez-se necessária, uma vez que cada uma das 
três entradas da rede teria faixas de valores diferentes, o que poderia impactar de forma negativa no 
resultado do modelo. Outro motivo é que além de reduzir os erros de modelagem, a normalização acelera 
o processo de treinamento da rede neural e leva à simplificação do sistema como um todo (Koval, 2018). A 
normalização é descrita pela Equação 13. 

           (         ) (        )                        (13) 
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Para a classificação dos indivíduos, foi utilizada uma rede neural artificial de múltiplas entradas 
(Livieris; Dafnis; Kalivas, 2020). Esse tipo de rede foi utilizado em outros trabalhos (Bhardwaj; Gohel; 
Namuduri, 2019; Raza et al., 2017). A rede neural do modelo proposto neste trabalho está representada da 
na Figura 16, onde cada entrada possui as seguintes informações: “descritores” de ponto chave, 
coordenadas “xy” e “z”. 

Modelar a rede neural dessa forma possibilita atribuir quantidades de neurônios e camadas 
diferentes de acordo com cada entrada, e por isso, esse tipo de rede foi escolhida. 

Cada uma das três entradas passa pelo processo de treinamento separada uma das outras na forma 
de três sub-redes (“descritores”, “xy” e “z”) e posteriormente tem-se a última camada de todas as três 
concatenadas em uma camada densa. 

No caso do modelo proposto, a quantidade de neurônios da última camada de cada sub-rede 
possui uma quantidade de neurônios diferentes, na seguinte ordem: 

1. Descritores com 2000 neurônios; 
2. XY com 500 neurônios; 
3.  Z com 1000 neurônios. 
 

Figura 16. Representação em forma de diagrama do modelo proposto da rede neural de múltipla entrada. 
 

 
Fonte: Os autores. 
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Na concatenação (Chollet, et al., 2023) é gerada com as últimas camadas das três sub-redes, uma 
nova camada com 3500 neurônios contendo os pesos das últimas três camadas anteriores à concatenação, 
como mostrado na Figura 16. 

A última camada do modelo proposto possui a função softmax com 198 neurônios. Dessa forma, 
tem-se como saída a probabilidade de reconhecimento dos 198 indivíduos submetidos ao processo de 
treinamento da rede. 
 
3.2. Treinamento e avaliação dos resultados 

Para o treinamento da rede neural, foi realizada a reconstrução das duas listas armazenadas na 
montagem do dataset, a partir dos arquivos NPY (NumPy). Uma das listas contêm 16.038 (81 imagens * 198 
indivíduos) entradas para o treinamento da rede e a na outra lista contêm 5.346 (27 imagens * 198 
indivíduos) entradas para validação da rede, sendo que para cada entrada da rede tem-se “descritores”, 
“xy” e “z”. 

Além disso, alguns parâmetros fixos foram necessários para realizar o treinamento, esses 
parâmetros são chamados de hiper parâmetros, pois não mudam, porém, são essenciais para a eficiência 
da rede neural. Os hiper parâmetros usados foram: taxa de aprendizado de 3e-4; otimizador Adam; 
tamanho do lote definido como 32; número de épocas igual a 20. Sendo a taxa de aprendizado sugerida por 
Karpathy (2019) e o restante definido empiricamente, a partir de testes realizados durante a modelagem e 
treinamento da rede neural.  

Após a definição dos hiper parâmetros a rede neural foi submetida ao processo de treinamento 
dentro de um loop e avaliado ao final para coleta dos resultados. 

Em cada loop, a rede é treinada com as informações separadas para treinamento na montagem do 
dataset e ao final do loop a rede é avaliada com as informações de validação também separados na 
montagem do dataset. 

Caso os resultados coletados da validação sejam insatisfatórios, a rede então é novamente 
instanciada e tem seus pesos reinicializados aleatoriamente voltando para o treinamento não mantendo 
nenhum dado do loop anterior.  

No treinamento do modelo de rede neural proposto foi utilizado um computador com 8 GB de 
memória RAM, CPU i5-7400 3GHz e GPU GTX 1060 com 6 GB de memória. O tempo médio da execução de 
um loop (apenas as 20 épocas) foi de 23 minutos e 54 segundos e o tempo médio de execução de uma 
predição foi de 94,15 milissegundos. 

 
4. RESULTADOS E DISCUSSÃO 

O treinamento da rede neural foi finalizado após 20 épocas, onde foi percebido que a acurácia 
praticamente se estabilizou em um patamar satisfatório. A acurácia da rede ao final de cada uma das 20 
épocas de um loop é representada pela linha mais clara e a suavização em cor escura na Figura 17. 

 
Figura 17. Representação do gráfico de acurácia no último loop de treinamento. 

 
Fonte: Os autores. 

 
Para a avaliação dos resultados foi levado em consideração a acurácia e o desempenho do modelo 

proposto neste trabalho. 
A acurácia foi verificada com base na taxa de acerto do modelo proposto, classificando 

corretamente o conjunto de dados separados para validação na montagem do dataset. Já o desempenho 
foi com base no tempo de execução que o modelo levou para retornar as predições. 
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O método proposto atingiu um resultado satisfatório no quinto loop, sendo possível classificar 
corretamente 95,79% do conjunto de validação. O resultado da validação pode ser visualizado na Tabela 1. 

 
Tabela 1. Resultado da validação. 

Total 
de 

casos 

Erros 
Taxa de 
acerto 

Taxa de  
erro 

5346 225 95.79% 4.21% 

Fonte: Os autores. 

 
Além do experimento de reconhecimento de faces, também foi realizado outro experimento 

buscando avaliar os casos de falsos positivos, por meio da predição de imagens de dois indivíduos que não 
foram utilizados nas fases de treinamento e validação da rede, de forma que fosse possível simular o 
estado da mesma ao tentar reconhecer indivíduos desconhecidos no mundo real.  

A análise do experimento foi realizada com base no percentual de certeza que a rede previu 
erroneamente para cada submissão. Os resultados obtidos informando a probabilidade de certeza, 
quantidade de vezes que ocorreu, bem como o percentual de ocorrência pode ser visto na Tabela 2. 

 
Tabela 2. Resultado do experimento. 

Certez
a 

Ocorrênci
as 

Percentu
al 

=100%  0 0% 
>99% 4 1.99% 
>98% 11 5.47% 
>97% 22 10.95% 
>96% 31 15.42% 
>95% 43 21.39% 
>94% 51 25.37% 
>93% 58 28.86% 
>92% 63 31.34% 
>91% 70 34.83% 
>90% 75 37.31% 

Fonte: Os autores. 

 
Foi feita uma comparação da abordagem deste artigo com outros trabalhos que fazem uso do 

mesmo banco de imagens FEI Face Database (Thomaz, 2006).  
No trabalho de Samet, Shokouh e Baskurt (2016), o sistema proposto faz uso de 2DPCA (2D 

Principal Component Analysis) para extrair características e reduzir a dimensionalidade, seguindo do uso de 
técnicas de regressão para gerar o vetor de características da face frontal a partir das imagens faciais, e por 
fim, é usada a técnica de distância de Mahalanobis para reconhecimento. Foram selecionadas imagens de 
80 indivíduos, quatro imagens com poses diferentes, totalizando 320 imagens com ângulos de variação de 
pose de +22,5, –22,5, +45 e –45. Os resultados de acurácia obtidos foram respectivamente 87%, 90%, 69% 
e 75% para cada variação de pose.  

Já em um trabalho mais recente, o de Masud et al. (2020) que utiliza modelos de deep learning 
baseados em árvores para reconhecimento facial, os resultados dos experimentos demonstram precisão de 
98,65%, porém com as imagens originais do dataset que são 2D. 

 
5. CONSIDERAÇÕES FINAIS 

Os resultados obtidos com este trabalho demonstram que o método proposto pode ser aplicado 
para predição de faces de indivíduos e classificá-los com uma acurácia satisfatória de 95,79%. 

Embora o tempo necessário para a predição seja considerado satisfatório, o sistema mostra seu 
gargalo na fase de reconstrução 3D. Porém, vale ressaltar que em casos de sistemas de segurança, soluções 
com maior precisão e menor desempenho podem prover um maior grau de segurança. 
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Como trabalhos futuros, possíveis melhorias podem ser realizadas com a montagem de um dataset 
com maior resolução, bem como melhorias de desempenho relacionado ao tempo de execução com 
futuras implementações ou técnicas para a fase de reconstrução 3D. 
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